         Machine Learning 课程I-VII章学习心得汇报

前言：到现在还不知道自己学的这些如何真正的用到运用中，虽然教授说，如果掌握了这些已经很不错了。但还是默默的担心着。下面梳理一下自己这7章学习到的东西。

机器学习

也就是赋予机器自己学习的能力，无论是数据挖掘，还有一些人无法直接操作的，比如让直升机自己飞行，还有计算机视觉，推荐系统等等，都用到了机器学习。

（1）有个很出名的大牛对机器学习的定义是：

对于某类任务T和性能度量P，如果一个计算机程序在T上以P衡量的性能随着经验E而自我完善，那么我们称这个计算机程序在从经验E学习。尽管这个概念很抽象。。。。。。。。。

机器学习的算法主要分成两大类，监督学习和无监督学习，归根到底，监督学习的想法就是我们要明确告诉计算机如何做某件事情，而无监督学习则意味着我们要让电脑自己进行学习。

监督学习：

对于监督学习。

监督学习就是对于数据集中的每个样本，都有相应的“正确答案”。这个说的也很抽象，其实也就是训练集里面的训练数据都是有已知的正确输出的。我自己在网上搜了一个定义，监督学习就是利用一组已知类别的样本调整分类器的参数，使其达到所要求性能的过程。（因为可以依据输出结果与正确答案之间的差别来调整参数）。反正，意会就好。

监督学习主要有有两类，回归问题与分类问题，回归问题举个简单的例子，比如预测房价。所以它的输出为连续的实数。分类问题就比如判断一个肿瘤是良性的还是恶性的这种问题，判断一封邮件是不是垃圾邮件等。它的输出是一个离散的量。

无监督学习，我们所能得到的就是一个没有任何标签的数据集，必须让计算机能自己寻找出数据中的某种结构。其应用举例有新闻按同一内容分类，市场分割，社交网络分析，等等。这些都是无监督学习中的聚类问题。在最后，叫兽还讲了一个鸡尾酒宴问题，有关于音频的分离，他说一行代码就能实现，事实证明，给的公式都不知道是什么意思。后网上有人讨论这个，有的人说他用的PCA算法，有的人说用的ICA算法，反正不懂，后面再说。

线性回归算法

一个特征变量的线性回归：

首先我们有一个假设函数
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这是对数据集中的数据做的一个拟合，然后我们可以计算代价函数
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现在我们需要找到合适的[image: image3.png]0o, 01



使J最小。

在寻找最适合的两个参数的时候，我们就用到了梯度下降算法,
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这就是梯度下降算法的表达式，所以在更新时我们用到的方法就是;
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这里最重要的是实现“同时更新”！！！！！

同时，在分析图像时会发现，在接近局部最低点时，导数值会变得越来越小。

将梯度下降用于线性回归的方法就是，反复执行这两句，直到收敛
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最开始，我们将两个参数都初始化为0，然后再开始梯度下降，该算法也叫“批量梯度下降”。

多个特征变量的线性回归

比如在预测房子的价格时，你的参考因素肯定不止是面积，还会有，卧室的多少啊，房子的年龄啊，等等。所以这时的假设函数就成了
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为了后面梯度下降的方便，一般会定义X0=1；

于是多特征量的梯度下降算法就成了这样;
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其中涉及很多矩阵的变换。不具体阐述

特征缩放

特征缩放的目的是为了加快梯度下降的速度，也就是减少迭代次数，最好是让每个特征量都缩放到-1到1之间。当数据太大或太小都应该缩放。缩放采用均值归一化的方法，用（x-u）/s来代替x。

（4）学习率[image: image9.png]



选择[image: image10.png]


需要多次尝试，一般都通过看图来调整。同样[image: image11.png]


太大或太小都不好，都会影响算法性能。一般尝试0.001,0.003,0.03,0.03,0.1,0.3,1，。。。。。

多项式线性回归

有些数据集不能用简单的直线去拟合，更适合用二次，三次等函数去拟合，比如 [image: image12.jpg]0o + 012 + 0222 + 0523
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正规方程法

正规方程法求参数，是区别于梯度下降的另一种方法，[image: image14.png]Il
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鉴于式子的由来，只能说数学大神说这个就可以求出最适合的值。

梯度下降与正规方程法的对比：

梯度下降：

需要选择[image: image15.png]


；

需要多次迭代，所以速度会慢很多，但特征量多时也能工作良好。

正规方程法：

N*N的矩阵的运算量是O（n^3）,所以当n很大，以万为单位时，就不适合用正规方程法了。

好处是这个方法可以一次得到结果，不用迭代。

Octave学习

本教程中的都是基于Octave编程环境的，包括课程附带的实习，所以我认真的学习了这个工具的用法，也做了很多的笔记。包括如何绘图，如果计算，如何导入导出文件。比起编译型语言，这种解释型语言用起来很快，学起来也容易，就是写起来总觉得自己掉了啥。

第一次实习

终于可以动手了，还是很兴奋的，虽然还是花了些功夫去明白自己要干嘛。

主要就是把前面学到的线性回归算法用到实例中去。这里只贴图，我只做了一个特征变量的线性回归。

这是数据集，当然只截图了一点，数据集样本还是很多的。
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分析数据后得到的曲线：
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分析得到的三维图和轮廓图：
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这里是得到了最后拟合直线的参数，已经对两个数据做出了预测
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逻辑回归

逻辑函数

对于分类问题，肯定不能用线性回归中的直线去拟合，所以就有了逻辑回归

因为一般分类问题的结果都是0或1两种情况，所以我们需要假设函数的值在0-1之间。

逻辑函数：

                   [image: image21.png]



选用这个函数的原因是因为它的值永远在0-1之间，看图像：

[image: image22.png]



决策边界
判断的方法是
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决策边界就是将数据划分的那条线，它是假设函数的一个属性。同样，当决策边界更需要园或椭圆去划分时，也可用高阶多项式。

如何拟合代价函数

因为有逻辑函数的存在，所以最后的图像就会成为这样
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显然这样，很难找到找到局部最优值。所以我们又有了新的代价函数
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如何梯度下降
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对上世求偏导，得到的结果是
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很神奇的发现，这和线性回归的梯度下降的式子是一样的，咦，事实就是一样的，但是我们不能说逻辑回归和线性回归是一样的，因为它们的假设韩式是不一样的，只是碰巧结果一样了。

（5）更高级的优化算法

BFGS，L-BFGS，共轭梯度法

多类别的分类问题

其实就是每次分类出一个类别，然后经过多次上面的操作，就能把所有的类别分出来。

算法的问题

过度拟合问题
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比如这样，虽然说曲线很好的拟合了所有的数据，但是很明显，这样的拟合性能并不好。

减少过度拟合问题的办法：

尽量减少特征量的数量

正则化

 （2）正则化
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将代价函数变成这样，可以避免过度拟合

正则化线性回归
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整理后就得到了这样的式子：
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对于正则方程法，
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正则化逻辑回归

根据代价函数的求导，梯度下降是这样的

[image: image33.png]



小结：

到这里，就是前7章的内容，额，感觉越往后会越难，不知道自己能走多久，走多远，但还是希望自己能坚持，有所收获。。。

